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»Kelime, cumlede kullanimina gore farkli anlamlar kazanabilir
» Anlamsal bilginin ¢ikarilmasi metinlerin islenmesinde
onemlidir
» Kelimelerin islenebilir formattaki haline Kelime Gosterilimi
denir
Kelime gosterilimi :
‘*Frekans Tabanli Kelime Gosterilimi (Count Vector, Tf-Idf)
s Tahminleme Tabanli Kelime Gosterilimi (Word2Vec, GloVe

— Derin Ogrenme Yaklasimli Yapay Sinir Agi Yéntemleri)



Bilimin degeri igsleri karmasik hale getirmek degil,
ozundeki basitligi bulmaktir.
Frank Seide

Dogal Dil Islemede kelimeleri bilgisayarlarin anlayabilmesi
icin sayisal degerler haline getiririz.

Vektor Uzay Modelleri (Vector Space Models) bir ogeyi-
item (or:kelime) sayi vektoru olarak gosterir.

banana
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s Tahminleme yaklasimlari ile kelimeler arasindaki anlamsal
iliskiler ¢ikarilabilir
Erkek >Kadin | Kral - ? (Kralice)

‘*Kelime vektorleri arasindaki mesafe (Cosine Similarity)
**Kelime Vektorlerinin ogrenilmesi egiticisiz ogrenmeye girer
“*Her kelime icin belirli sayida ozellik ogrenilir

ssHer ozellik bir anlamsal bilgi tasir



1- One-hot Gosterimi

One-hot encoding, kelimeleri tanimlamak igin kullanilan yontemlerden biridir.
Vektorun boyu elimizdeki kelimelerin cesitliligi kadardir.
Vektorde sadece ilgili kelimenin bulundugu yerin degeri 1,

diger tum kelimelerin degeri O'd1r.
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2 - Vektor, kelimenin gectigi dokumanlara karsilik gelebilir.

0 1 0 1 0 0 2 0 1 0 1 0

I N

Doc?2 Doc4 Doc7 Doc9 DocT1l
3 - Vektor, komsu kelime baglamina karsilik gelebilir.

0 1 0 1 0 0 2 0 1 0 1 0

Lo .

(yellow, -1)  (on, +2) (grows, +1)  (tree, +3) (africa, +5)

"“vellow banana grows on trees in africa”
-1 0 +1 +2 +3  +4  +5



4 - Vektor, kelimedeki karakter trigramlarina karsilik gelebilir.

L ool

#ba na# ana nan ban

llgililik- Relatedness Kavramiari

ki vektoriin karsilastiriimasi (6rnegin, kosints benzerligi), iki
kelimenin ne kadar benzer oldugunu tahmin eder.

Bununla birlikte, ilgililik kavrami, kelimeler icin hangi vektor
gosterimini sectiginize baghdir.
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Cosine Similarity ile Anlamsal Bilginin Cikariimasi



seattle similar to denver? seattle similar to seahawks?

Veya i ”
Because they are both cities. Because "Seattle Seahawks”.

Dort tane dokumanimiz olsun

Dokuman 1 : “seattle seahawks jerseys”
Dokuman 2 : “seattle seahawks highlights”
Dokuman 3 : “denver broncos jerseys”
Dokuman 4 : “denver broncos highlights”



Kelimelerin dokumanda gecip gecmediqi bilgisini kullanirsak...

Topical similarity
Document 1 Document 3
l Document 2 \ Document 4
seattle @ ® (o) (o
seahawks p @ (o) (o)
dever (o) (o) @ @
| | similar

broncos | (0) (0 . .



Eger baglam vektorlerini kullanirsak... (Typical (by-type))

(seattle, -1) (denver, -1) (jerseys, + 1) (highlights, +1)
(seahawks, +1) (broncos, +1) (jerseys, + 2) (highlights, +2)
( ;’f” f/" ‘x\\ o~ --‘\._ ;_,." \ ,’J’-- ' /_,—r' *-\\I‘ ., H’r,.-— —.\ Y
'f ] . ) ) | . ) ‘
seattle WA BURURUA B2VUA J

similar




Eger karakter 3-grams vektorlerini kullanirsak...
edit-distance

#se set ett ttl le#
\ sea J eat I att l tle \
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Enter a word |Sydney Lookup
He_r WOTd-COﬂtGX ciftini | Words [Similarity Coefficient
Pointwise Mutual sydney |1
Information ile dlgelim,  melboune  oss7ses

lbrisbane 0.4071144

|F'E_I'Th 0.3362517

|ade|ai::|e 0.2916113

[: } l~ikland 0.2493333
: plr,y
pmi(z;y) = log
p(z)p(y)
Enter a word |iﬂ'-"ﬁ Lookup

| Words Similarity Coefficient
java 1
lc 10.1601557

liavascript [0.145963

|gnwer5herf 0.1096152

Her word-contex ciftini

Cosine Similarity ile fathon 009570167
olcelim. b l0.0s07691

a- b= ||| cos

—.‘E
cosf = %
][] ®l]

Enter a word |halmaﬁ

Lookup

| Words |Similarity Coefficient
|batman 1

|spiderman  |0.1429663

|superman  [0.137329

|ghostbusters [0.1045547
ltinkerbell  |0.08972209

|starwars  |0.07744732

Enter a word |P35!3

Lookup

| Words |Similarity Coefficient

pasta |1
|spaghetti |0.1822345

lasagna  |0.1541065
\macaroni |0.1090949
lsalad  [0.1030677
|ca55ern|e 0.09800283




Kelime benzerligi-analojisi

Spalin
TEmly = Madrad
........ - i = B
e walked B
Y L] Turkey -
8 e, .,  Woman _—
king ® o .H . 2 TR —— o Moscow
T walking Canada L EwE
® fa [11:3.1:8 -—._.____‘_‘_. TEPRA —— Tokyo
_‘_\_\_\_‘_‘—‘—I
/ I-.FJ vigtesm — —_— —— Hunad
awimming Chins Bl jing
Male-Female Verb tense Country-Capital

man is to woman as king is to ?
good is to best as smartis to ?
china is to beijing as russia is to ?

word-context kelime modeli kelime analojisi icin iyi bir cozumdur.

[king] — [man] + [woman] = [queen]



Kelime Gommeleri-Word Embeddings
Simdiye kadar gormus

oldugumuz vektorler gok
yiksek boyutlu (binlerce) ve ) H !
seyrekti (sparse). S -

Ancak, ayni sezgileri kullanan
kelimeler igin dusuk boyutlu
yogun vektorleri 6grenme
teknikleri de vardir.

Bu yogun vektorlere gomme-
embedding denir.

Word Embedding benzer anlamdaki kelimelerin yakin sekilde
temsil edilmesine yarayan bir yontemdir. Google'da calisan
Tomas Mikolov ve ekibi tarafindan 2013 yilinda gelistirilmistir.



Matrix Factorization
Factorize word-context matrix.

Context; | Context, Context

Word,
Word,

Word,,

E.g.,
LDA (Word-Document),
GloVe (Word-NeighboringWord)

Deerwester, Dumais, Landauer, Furnas, and Harshman, Indexing by latent semantic analysis,
JASIS, 1990. Pennington, Socher, and Manning, GloVe: Global Vectors for Word Representation,
EMNLP, 2014.



Neural Networks

A neural network with a bottleneck, word and
context as input and output respectively.

EQ., /:‘::b \

Word2vec (Word-NeighboringWord)

0000] "
.+ 0000] "=

[CO0O0 «--
[000

Mikolov, Sutskever, Chen, Corrado, and Dean, Distributed representations of words and phrases
and their compositionality, NIPS, 2013.



Dokumanlari siralarken Word embeddings kullanimi

Geleneksel IR sistemler Term

matching kullanir,
— # of times the doc says
Albuquerque

Word embedding ler ise
— # of terms in the doc that
relate to Albuquerque

is the most populous city in the US state of

Je The high-altitude city serves as the county seat
of Beri County, and it is situated in the tral part of
the stote, straddling the Rio Grande. The city population s

557,169 as of the July 1, 2014, population estimate from the
United States Census Bureau, and ranks as the 32nd-largest
city in the ULS. The Met litan Statistical Area (or M5A) has
a poj f of 902 797 according to the United Stotes
Census Bureau’s most recently available estimate for July 1
2013

Passage about Albuguerque

Allen suggested that they could program a BASIC inferpreter
for the device: after a call from Gates claiming to have a
working inlerpreter, MITS requested a demonstration, Since
they didn't actually hove one, Allen worked on o simulator
for the Altair while Gates developed the interpreter. Although
they developed the interpreter on a simulator and not the
actual device, the interpreter worked flowlessly when they
demonstrated the interpreter to MITS in Mo
' in March 1975 MITS ogreed to distribute it
marketing it as Altair BASIC

Passage not about Albuquerque



Sozlukte bulunan her kelimenin vektorlerinin saklandigi yapiya Vektor
Matrisi (Embedding Matrix) denir

_ko k']_ k3 ......... k6257 ......... k9997 k9998 k9999_

J
d: Vektor Boyutu

Vektor Matrislerinde:

= Batun kelimelerin vektorleri bulunur.

= Her kelime vektoru bir sutunda yer alir.
» Kelime vektorunin boyutu d dir

» SOzlukte bulunan kelime sayisi m ise
= Vektor Matrisi boyutu (d x m) dir



Kelime vektorleri icin kullanilan yontemlerden en bilinenleri :
Word2Vec [1] ve GloVe [2]

GloVe, Word2Vec yonteminin uzerine bazi performans
gelistirmeleri yapiimig halidir.

CBOW (Continious of Words) Me”‘ei Kelime
Word2Vec Korkma, s6zmez bu safak'larda ylizen al sancak.
Skip-Gram
tevreleyen KelimeI‘; )
Cerceve Boyutu (Window Size) 13

*Word2Vec icin hiperparametrelerden biridir

¢ Analiz edilen kelimenin saginda ve solundaki n kelimeyi belirlemek igin
kullanilir

s Cerceve merkezindeki kelimeye Merkez Kelime
* Bu kelimeye n yakinliktaki kelimelere Cevreleyen Kelimeler denir

[1] Mikolov, T., Chen, K., Corrado, G., & Dean, J. (2013). Efficient estimation of word representations in vector space. arXiv preprint
arXiv:1301.3781.

[2] Pennington, J., Socher, R., & Manning, C. (2014). Glove: Global vectors for word representation. In Proceedings of the 2014
conference on empirical methods in natural language processing (EMNLP) (pp. 1532-1543).



Word2Vec

» Birer adet girdi, cikti ve gizli katmandan olusan bir yapay sinir
agidir.

» Kelime vektorlerini olugtururken pencere genisligi, embedding
boyutu gibi hiper parametreleri kullantr.

» Pencere genisligi hedef kelimenin saginda ve solunda kag
kelime olmasi gerektigini belirtir.

» Embedding boyutu ise her bir kelimenin ka¢ boyutlu vektor
olarak tanimlanacagini belirtir.

» Embedding boyutu ayni zamanda gizli katmandaki noron
sayisina karsilik gelir.

> |ki kelimenin birbirine olan benzerligini veya iki climlenin
birbirine olan yakinligini bulmak, 0zetlemede yararlanmak gibi
bircok kullanim alani vardir.



A ‘1" in the position

corresponding to the —¥»

word “ants”

Input Vector

[ele[elelo[o[o]o]e]

10,000
positions

Output Layer
Softmax Classifier

Hidden Layer
Linear Neurons

Probability that the word at a
randomly chosen, nearby
position is “abandon”
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Skip-gram

» Girdi hedef kelime iken, ciktilar
hedef kelimenin etrafindaki
kelimelerdir.

» Girdiler ile ciktilari olasiliksal
olarak birbirine benzeterek
anlamsal olarak en uygun sekilde
temsil etmek hedeflenir.

Ornek: “Korkma sénmez bu
safaklarda ylzen al sancak”

cumlesi i¢in ‘safaklarda’ kelimesi girdi
Iken ve pencere boyutu 7 alindiginda
‘korkma’, ‘sbnmez’, ‘bu’, ‘yuzen’, ‘al’
ve ‘sancak’ kelimeleri de ¢ikti olarak
verilir.

INPUT

wit)

PROJECTION  OQUTPUT

P
/ S
S
-
O
N
1-\._ .‘.
'."
Skip-gram

wit-2)

wit-1)



CBOW -
(Contlnuous Bag Of WOFdS) INPUT FROJECTION OUTPUT

= Buradaki fikir  bir  kelimenin wit-2)
etrafindaki kelimeler verildiginde
hangi kelimenin bu kelimeler icinde
gorulme olasiliginin  en yuksek | )

wit-1) : _
o . ’ s .\ SUM
oldugunu bilmek istemesidir. "
: - wit)

Ornek : “Korkma s6nmez bu A
safaklarda yuzen al sancak” i

w(t+1)
‘korkma’, ‘'sonmez’, ‘bu’, ‘yuzen’, ‘al’ ve wit+2)
‘'sancak’ kelimeleri  girdi  olarak
verilirken, bu kelimelerin arasina hangi

d CBOW

kelime gelirse daha iyi olur bulunmak
istenir.



Daha detaylandirarak verecek olursak:

Output laver
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C= F-dim

a) CBOW Ag Yapisi b) Skip-Gram Ag Yapisi



» CBOW modelleri kuguk veri setlerinde daha iyi sonuclar
verir

» Buyuk veri setlerinde Skip-gram modeli daha iyi calisir

» CBOW modeli icin daha az islem gucu gerekir

» Skip-gram modeli daha fazla islem gucu tuketir

» CBOW modeli iki veya daha cok anlamli kelimeleri
anlamakta basarili degildir

» Skip-gram iki veya daha cok anlamli kelimeleri daha iyi

ogrenir



FastText

*» 2016 yihinda Facebook tarafindan gelistiriimis.
** Word2Vec'in bir uzantisidir.

*» Kelimeler yapay sinir agina girdi olarak verilmez.
*» Kelimeler karakter “n-gram” lar halinde parcalanarak
verilir.

Ornek dogal sdzcUgu icin tri gram dederi dog, oda,
galdir.

** N-gram ifadesindeki n (3) degeri, kelimenin kacar kacar
bolunecegini soyler.

s dogalin kelime vektoru tum n-gram vektorlerinin
toplamidir.



Egitimin sonunda, egitim setinde verilen tum n-gramlar igin kelime
vektorleri olusturulmus olur.

Az sikilikta gecen kelimelerin n-gramlarinin ortaya ¢ikma olasiligi
dusuk oldugu icin, bu kelimeler daha dogru bir sekilde temsil
edilebilir.

Bazi kelimeler egitim veri setinde olmamasina ragmen n-gramlar
sayesinde vektor degerleri hesaplanir.

N-gram sayisi kelime sayisindan ¢ok fazla olacagi igin egitim suresi
de uzar.

Dokumanlarda az sayida bulunan kelimeler Word2Vec'e gore daha
lyi bir sekilde ifade edilir.



GloVe

» Skip-gram, CBOW gibi modeller anlamsal bilgileri yakalar ancak birlikte
kullaniima istatistiklerini kullanmazlar.

* Matris ayristirma yontemleri de istatistik bilgisini kullanmasina ragmen
anlamsal iligkileri yakalayamazlar.

* Pennington ve ark. tarafindan onerilen “GloVe” modeli, olasilik
istatistiklerinden yararlanarak yeni bir objektif fonksiyon olusturup, bu
problemi ¢ozmeyi amaclar.

»» GloVe modelinde glncellenen hata fonksiyonu kullanilir

W
1 | - .
J0) =5 Y f(Py)(ul'v; — log )’

i,j=1



<+ GloVe modeli temel olarak hata fonksiyonunun (J) modellenmesi
sirasinda kelimelerin olasilik oranlarini da kullanir.

/

s Kelimelerin birlikte kullanim oranlari ile guncellenen hata fonksiyonu
ile CBOW ve Skip-Gram daki gibi cergceve gezdirerek cevreleyen
kelimelerin belirlenmesi islemi ortadan kaldiriimistir.

/

s Pij ile birlikte bulunma olasiligi yuksek kelimeler birbirlerine yakin
gectilerse bu kelimeler 6grenme isleminde diger kelimelerden daha
onemli rol oynar.

Ulke — Baskent Iliskisi

word vectors.most similar(positive=["londra","iran"],negative=["ingiltere"])

'tahran', ©.6414337754249573),
'bagdat', ©.5921595096588135),
'irak', 0.54174470908148926),
'kahire', ©.5351825952529987),
'erbil', ©.5221700872288513),
'suriye', 0.5216817365455627),
'‘washington', ©.5198656328571899),
'baskenti', ©.5875976252555847),
'arap', 0.4841397702693939),
'york', ©.47895127534866333)]

S



*» Kelime vektorlerinin ogrenilmesi maliyetli bir iglemdir.

*» Kelime vektorlerinin basarili bir sekilde ogrenilebilmesi icin cok
buyuk corpuslar Uzerinde o0grenme isleminin  yapilmasi
gerekmektedir.

» Wikipedia 2014 + Gigaword 5: 6 Milyar token, tekil kelime sayisi
400.000, ogrenilen kelime vektorleri 50, 100, 200 ve 300 boyutlu

» Common Crawl 1: Dunya genelinde web sayfalari crawl edilmis, 42
milyar token, elde edilen tekil kelime sayisi 1,9 milyon, 6grenilen
kelime vektorleri 300 boyutlu

» Common Crawl 2: Dunya genelinde web sayfalari crawl edilmis,
840 milyar token, tekil kelime sayisi 2,2 milyon, ogrenilen kelime
vektorleri 300 boyutlu

» Twitter: 2 milyar tweet'ten elde edilen 27 milyar token, tekil kelime
sayisi 1,2 milyon, ogrenilen kelime vektorleri 25, 50, 100 ve 200
boyutlu



Google, Google News, 100 milyar token, tekil kelime sayisi ise 3 milyon,
ogrenilen vektor boyutu 300 [3]

Facebook, 294 dil i¢cin, 300 boyutlu kelime vektorleri [4]

Turkce diline ozel olarak egitilmis kelime vektorleri [5]

[3] Google's trained Word2Vec model in Python, http://mccormickml.com/2016/04/12/googles-
pretrained-word2vec-model-in-python/

[4] Bojanowski, P., Grave, E., Joulin, A., & Mikolov, T. (2016). Enriching word vectors with
subword information. arXiv preprint arXiv:1607.04606.

[5] Word Embedding based Semantic Relation Detection for Turkish Language,
https://github.com/savasy/Turkish\WWordEmbeddings




